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增量式双自然策略梯度的行动者评论家算法 
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摘  要：针对强化学习中已有连续动作空间算法未能充分考虑最优动作的选取方法和利用动作空间的知识，提出一种

对自然梯度进行改进的行动者评论家算法。该算法采用最大化期望回报作为目标函数，对动作区间上界和下界进行加

权来求最优动作，然后通过线性函数逼近器来近似动作区间上下界的权值，将最优动作求解转换为对双策略参数向量

的求解。为了加快上下界的参数向量学习速率，设计了增量的 Fisher 信息矩阵和动作上下界权值的资格迹，并定义了

双策略梯度的增量式自然行动者评论家算法。为了证明该算法的有效性，将该算法与其他连续动作空间的经典强化学

习算法在 3个强化学习的经典测试实验中进行比较。实验结果表明，所提算法具有收敛速度快和收敛稳定性好的优点。 
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Abstract: The existed algorithms for continuous action space failed to consider the way of selecting optimal action and 

utilizing the knowledge of the action space, so an efficient actor-critic algorithm was proposed by improving the natural 

gradient. The objective of the proposed algorithm was to maximize the expected return. Upper and the lower bounds of 

the action range were weighted to obtain the optimal action. The two bounds were approximated by linear function. Af-

terward, the problem of obtaining the optimal action was transferred to the learning of double policy parameter vectors. 

To speed the learning, the incremental Fisher information matrix and the eligibilities of both bounds were designed. At 

three reinforcement learning problems, compared with other representative methods with continuous action space, the 

simulation results show that the proposed algorithm has the advantages of rapid convergence rate and high convergence 

stability. 
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1  引言 

强化学习（RL，reinforcement learning）又称为

增强学习或激励学习，是从状态到动作的映射学

习，其目的是通过最大化累计奖赏来实现状态到动

作的映射
[1,2]
。强化学习采用马尔可夫决策过程
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(MDP, Markov decision processes)作为基本框架。当

一个强化学习问题满足马尔可夫决策过程时，通常

可以使用动态规划（DP，dynamic programming）、

蒙特卡洛（MC，Monte Carlo）、时间差分（TD，

temporal-difference）等方法进行求解。 

在离散的状态和动作空间中，通常使用查询

表的方式来存储状态值函数或状态—动作值函

数。该存储方式简单有效，并且能够快速获取最

优策略，但是该方法只适用于一些简单的任务。

在大规模空间中，为了获得精确的策略，需要对

大量的值函数进行存储和计算，因此在大规模空

间中使用查询表的方法不符合实际。为了解决这

些问题，可以将传统的强化学习方法和函数逼近

方法相结合，使学习到的经验泛化到整个状态和

动作空间中。该方法可以在不需要大量计算量和

存储量的情况下，依然能够获得有效的策略和较

为准确的值函数
[3,4]
。 

连续动作空间的强化学习研究在近年来开始增

多，逐渐成为强化学习领域的热点。Sutton等
[5]
首次

将强化学习动作表示方法和策略梯度方法相结合，

提出了强化学习策略梯度函数逼近方法。Peter等
[6,7]

将自然梯度方法运用在函数逼近中，并且结合了强

化学习的时间差分最小二乘算法，提出自然梯度行

动者评论家算法（NAC, natural actor-critic）。Hasselt

等
[8]
利用动作差值更新策略参数，使用时间差分误

差评价执行动作的好坏，提出了连续空间的行动者

评论家自动学习机（CACLA，continuous actor-critic 

learning automaton）算法。Wierstra等
[9,10]
将自然梯

度方法和进化策略方法同时运用在策略更新中，提

出了自然进化策略（NES，natural evolutionary 

strategies）方法。Busoniu 等
[2,11,12]

利用交叉熵优化

基函数的位置和形状，提出了交叉熵优化

（cross-entropy optimization）方法。Martin等
[13]
利

用 k最近邻分类方法，对空间进行离散化，提出了

基于 k 最近邻分类的时间差分算法。Lillicrap 等
[14]

在深度强化学习中使用策略梯度进行学习，提出了

深度确定性策略梯度算法。Gu 等
[15]
在连续空间中

使用模型学习方法来提高收敛速度，提出了基于模

型加速的连续空间深度 Q学习算法。Khamassi等
[16]

使用元学习方法运用在连续空间行动者评论家的

探索参数更新当中，提出了基于元学习的行动者评

论家强化学习方法。 

目前，已有的连续动作空间算法很少对最优动

作值的获取方式进行研究，也未能充分利用动作空

间本身的知识。最优动作的选取方式对策略的获取

和算法的收敛效果都会产生很大的影响。动作空间

与值函数空间通常不相同，值函数空间在学习之前

通常是未知的，而动作空间大多数情况下是已知

的。在最优策略的学习当中，动作空间的知识是可

以被利用的。而当前连续空间的强化学习算法中将

动作空间的约束作为学习知识使用得不多。当今连

续空间强化学习中的策略参数更新大多使用随机

梯度方法。使用该方法的数据利用率不高，总体收

敛速度偏低。 

为了解决以上问题，本文提出增量式双自然策

略梯度的行动者评论家（IDNPG-AC，actor-critic 

algorithm with incremental dual natural policy gra-

dient）算法。IDNPG-AC算法使用增量自然梯度方

法更新策略参数向量，利用动作加权将动作空间的

知识运用在最优动作的选择中，使用自然梯度方法

更新策略参数，再通过策略资格迹来加快策略参数

的收敛速度。最后以 3个经典的连续空间强化学习

问题：Pole Balancing 问题、Mountain Car 问题和

Puddle World问题作为基准实验，将 IDNPG-AC算

法与经典的连续空间算法：CACLA算法、INAC算

法和 INAC-S 算法进行比较。实验结果表明

IDNPG-AC算法在不同的环境下均有较快的收敛速

度和稳定的收敛效果。 

2  背景知识 

2.1  马尔可夫决策过程 

满足马尔可夫性质的强化学习任务称为马尔

可夫决策过程
[1,2,4]
。马尔可夫决策过程问题可以用

四元组 , , ,M X U fρ=＜ ＞表示。 X 表示状态集合，

t
x 表示在第 t时间步时 agent 所处的状态。U 表示

动作集合，
t
u 表示第 t时间步时 agent采取的动作。

: X U Xρ × × → R表示奖赏函数。
1

( , , )
t t t

r x u x + 表示

agent 在状态
t
x 时执行动作

t
u 后转移到

1t
x + 得到的

立即奖赏。 : (0,1)f X U X× × → 表示状态转移函

数，
1

( , , )
t t t

f x u x + 表示 agent在状态
t
x 执行动作

t
u 时

转移到状态
1t

x + 的概率。 

Agent 通过策略 h来选择第 t时间步的动作

t
u ， ( )

t t
u h x= 。给定奖赏函数 ρ、状态转移函数 f 、

第 t时间步的状态
t
x 和动作

t
u ，就可确定下一时

间步的状态
1t

x + 和立即奖赏 1t
r + ，这被称为马尔可

夫性质。 
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强化学习的目标是寻找最优策略 *

h ，即最大化

以任一状态为初始状态的累计奖赏。折扣累计奖赏

的计算式为 

 ( ) ( )( )0 1 1

0 0

, ,

h k k

k k k k

k k

R x r x h x xγ γ ρ
∞ ∞

+ +
= =

= =∑ ∑  (1) 

其中， γ 为折扣因子， ( ]0,1γ ∈ 。折扣因子可以表

示 agent对未来奖赏的考虑程度。 

状态值函数 V
h
(x)表示状态根据策略 h获得的

累计奖赏。连续空间在策略 h下V 函数的计算方法

如式(2)所示。 

＇

( ) ( , ) ( , , ＇)[ ( ＇)]d ＇dh h

u U x X

V x h x u f x u x r V x x uγ
∈ ∈

= +∫ ∫  (2) 

其中， ( ), , ＇r x u xρ= 。 

若存在某一策略 *h ，对于任意状态 x和策略 h，

使 ( ) ( )*

h h
V x V x≥ 恒成立，则此时值函数被称为最

优V 值函数， *h 被称为最优策略。最优V 值函数 *

V

的表示为 

 ( ) ( )*

max
h

h

V x V x=  (3) 

2.2  行动者评论家方法 

行动者评论家方法是一种用单独存储结构来明

确表示、策略独立于值函数的时间差分方法。行动

者和评论家 2 个部分组成了行动者评论家的结构。

行动者用于选择动作，评论家对动作的好坏进行评

价。行动者不是依据当前的值函数选择动作，而是

依据存储的策略选择动作。评论家的评论一般采用

时间差分误差的形式。这个信号是评论家的唯一输

出，并且驱动了行动者和评论家之间的学习
[17,18]
。

行动者评论家算法结构如图 1所示。 

 

图 1  行动者评论家方法结构 

传统的行动者评论家方法主要用于离散状态

和动作空间中。行动者根据查询表来选择当前状态

下应执行的动作。常用的动作选择方法为 Gibbs软

最大化方法。Gibbs软最大化方法如式(4)所示。 

 ( ) ( )

( , )

, ＇

＇

e
,

e

p x u

p x u

u U

h x u

∈

=
∑

 (4) 

其中， ( , )p x u 表示状态 x动作u的偏好度。根据偏

好度可以计算出当前状态下每个动作选择的概率。

一种常见的调整偏好度方法如式(5)所示。 

 ( , ) ( , )
t t t t t

p x u p x u βδ← +  (5) 

其中， β 表示偏好度步长参数， 0 1β＜ ＜ 。 

时间差分误差是用来评价动作选择好坏的一个

重要指标。评论家会根据当前的值函数计算出时间

差分误差值。时间差分误差值的计算如式(6)所示。 

 
1 1

( ) ( )
t t t t

r V x V xδ γ+ += + -  (6) 

行动者评论家方法可以分离值函数的计算和

策略的获取，并可同时学习值函数和最优策略。和

普通的值函数方法相比，行动者评论家方法选择动

作时的计算量较少，策略变化较为平滑，时间复杂

度低，不会因为某一次值函数的更新使策略有较大

幅度的改变。 

3  值函数和策略的表示和更新方法 

3.1  最优动作表示方法 

在连续动作空间中常用线性方法表示当前状

态的最优动作值。近似最优动作的选择方法为 

 ( ) ( ) ( )T

1

n

i i

i

x x xμ ψ φ
=

= =∑ψ φ  (7) 

其中，ψ表示策略参数向量， ( )xφ 表示状态 x的特

征向量， n表示特征维数。 

使用线性方法逼近最优动作具有计算量小

和存储量少等优点。但是该方法逼近效果不理

想，收敛速度较慢，需要较多的情节才能得到较

优的效果。通常情况下，动作空间是已知的，因

此，动作空间的约束也可以作为学习的知识使

用。定义动作空间为
min max

[ , ]u u ，状态 x对应的最

优动作可以通过对 2 个策略权值(
1
( )xw 和

2
( )xw )

来表示，即 

 
1 min 2 max

( ) ( ) ( )x x u x u= +w wμ  (8) 

为了在动作空间中满足状态 x的最优动作 ( )xμ ，

2017089-3



第 4期 章鹏等：增量式双自然策略梯度的行动者评论家算法 ·169· 

 

且每一个最优动作 ( )xμ 都只有一组向量组 ( )
i

w x 相

对应，策略权值必须满足条件 ( )1
0 1,w x ≤≤  

( )2
0 1w x≤ ≤ 和 ( ) ( )1 2

1w x w x+ = 。可以使用线性

计算方法对策略权值进行求解。 

 
( ) ( )
( ) ( )

T

1 1

T

2 2

w x x

w x x

╭ =│
{ =│╰

ψ

ψ

φ
φ

 (9) 

其中，
1

ψ 、
2

ψ 表示策略权值向量组。 ( )xφ 表示状

态 x的特征向量。 

为了保证向量组 ( )
i

w x 满足条件
1
( )w x +  

2
( ) 1w x = ，需要对线性方法求得的策略权值组进行

归一化计算，如式（10）所示。 

 

( )

( )

T

1

1 T T

1 2

T

2

2 T T

1 2

( )

( ) ( )

( )

( ) ( )

x

w x

x x

x

w x

x x

╭
=│ +│

{
│ =
│ +╰

ψ

ψ ψ

ψ

ψ ψ

φ
φ φ

φ
φ φ

 (10) 

使用动作加权方法求得的最优动作不会出现

在动作空间以外的情况，能更有效地利用了交互获

得的信息，提高了收敛的速度。尤其是当实验交互

数据很少的时候，使用动作权值表示的收敛效果远

好于其他算法。 

3.2  值函数参数更新方法 

线性方法是常用的值函数近似的方法。当算法

满足在策略时，使用线性方法求得的解将收敛于使

用 TD(0)算法的解。用线性函数逼近的值函数求解

方法如式(11)所示。 

 
^

( ) ( ) ( )T

1

,

n

i i

i

V x x xθ φ
=

= =∑θ θ φ  (11) 

其中，θ表示值函数参数向量， ( )xφ 表示状态 x的

特征向量， n表示特征维数。 

值均方误差（MSVE，mean squared value error）

是常见的评价值函数参数向量好坏的方式。值均方

误差的表示方法如下所示。 

 ( ) ( ) ( ) ^ ( )
2

,

h

x

MSVE d x V x V x┌ ┐= -
└ ┘∑θ θ  (12) 

其中， ( )d x 表示状态 x的分布权重，满足条件

( ) ( )0 1 d 1

x X

d x d x x

∈

=∫≤ ≤ 且 。 

值均方误差表示近似值函数与真实值函数的

差距。因此，值均方误差可以作为值函数参数向量

的评价标准。值均方误差越小，说明值函数参数越

为准确。强化学习中常用梯度下降法来优化值函数

参数。在线学习的线性方法表示中，值函数状态参

数向量的更新如式(13)所示。 

 ( )1t t t t
xαδ+ = +θ θ φ  (13) 

其中，α 表示值函数步长参数， 0 1α＜ ＜ 。 

使用资格迹方法可以进一步提高值函数参数

向量的收敛速度。资格迹通常可以当作一步时间差

分算法和蒙特卡罗算法之间的桥梁，使 agent 能够

向前看到所有的奖赏并把奖赏更好地进行结合。常

用的资格迹包括累加迹、替代迹和荷兰迹 3种。在

连续空间中通常使用累加迹作为资格迹。连续空间

下累加迹的表示方法如式(14)所示。 

 ( )1
+

t t t
xγλ ϕ+ =e e  (14) 

其中，λ为迹衰减(trace-decay)参数，用来表示 agent

对未来奖赏值的重视程度，满足条件 0 1λ ＜≤ ，

( ) ( )V x
xϕ

θ
∂
=
∂

。 

使用资格迹后的值函数参数向量的更新如

式(15)所示。 

 
1 1t t t t

αδ+ += +θ θ e  (15) 

3.3  策略参数更新方法 

在连续动作空间中对策略的评价方法很多，本

文通过状态值函数来评价当前策略的好坏。在强化

学习中，当新的策略优于原策略时，新策略对应的

所有状态的值函数都不会比原来策略对应的值函

数小。对于最优策略，所有状态的值函数均取到最

大值。因此，在确定的环境中，值函数越大说明当

前策略越好。通过最大化值函数期望的方法获得当

前环境下的最优策略。 

连续动作空间下的状态值函数表示为 

 ( ) ( ) 1

0

| , | dh t

t

t

V x P T x E r T Tγ
∞

+
=

╭ ╮= { }
╰ ╯
∑∫ ψ  (16) 

其中，T表示轨迹序列，即一个情节中所有状态动

作对组成的序列， { }0 0 1 1
, , , ,T x u x u= … 。 ( | , )P T x ψ 表

示在策略参数ψ下，以 x为起始状态的轨迹T出现

的概率。 

梯度上升法是机器学习中常见的函数最大化

的参数更新方法。因此，可以通过梯度上升方法优

化策略向量使值函数最大化。使用随机梯度上升法

的策略参数更新为 
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1

( )h

t t t
V x+ = +ψ ψ β ψ∇  (17) 

根据式(16)，可以推出 ( )h
V xψ∇ 的表示方法为 

( ) ( )

( ) ( )

( )

1

0

1

0

1

0

| , E | d

| , ln | , E | d

E ln | , E | | ,

h t

t

t

t

t

t

t

t

t

V x P T x r T T

P T x P T x r T T

P T x r T x T

∞

+
=

∞

+
=

∞

+
=

╭ ╮= { }
╰ ╯

╭ ╮= { }
╰ ╯

╭ ╮╭ ╮= { { } }
╰ ╯╰ ╯

∑∫

∑∫

∑

ψ

ψ ψ

ψ

γ

γ

γ

ψ ψ

ψ

ψ

∇ ∇

∇

∇

 

  (18) 

式(18)将对值函数的梯度求解转化为对轨迹概率

的梯度求解。 ln ( | , )P T x ψψ∇ 的求解如式(19)所示。 

( )

( ) ( )0 1

0 0

ln | ,

ln ln , , ( , , )
t t t t t

t t

P T x

P x x h x u P x u x

∞ ∞

+
= =

╭ ╮= = + +│ │
╰ ╯

∑ ∑

ψ

ψ

ψ

ψ

∇

∇

( )
0

ln , ,
t t

t

h x u

∞

=

=∑ ψψ∇   (19) 

其中， ( )0
P x x= 表示 x 为起始状态时的概率，

( )1, ,
t t t

P x u x + 表示 t
x 状态选择动作

t
u 时到达状态

1t
x + 的概率， ( ), ,

t t
h x u ψ 表示在策略参数ψ下，状态

t
x 选择动作

t
u 的概率。 

( )0
P x x= 和 ( )1, ,

t t t
P x u x + 与环境有关，与策略

参数ψ无关，所以 ( )0
P x x= 和 ( )1, ,

t t t
P x u x + 对ψ的

偏导数均为 0。因此 ( )h
V xψ∇ 如式(20)所示。 

( ) ( ) ( )E ln , ,
h

t t j j

j t

V x R x h x u

∞

=

╭ ╮╭ ╮│ │= { }│ │
│ │╰ ╯╰ ╯

∑ ψψ ψ∇ ∇  (20) 

其中， ( )
t

R x 表示以
t
x 为起始状态的折扣累积奖赏。 

在行动者评论家方法中，评论家通过时间差

分误差值来评价当前选择动作的好坏，并优化当

前策略。因此，可以将时间差分误差值运用在策

略参数的更新中，使行动者和评论家之间可以通

过时间差分进行交流。结合上述方法，策略参数

的更新式为 

 ( )1
ln , ,

t t t t t t
h x u+ = +ψ ψ ψβδ ψ∇  (21) 

式(21)为最大化值函数的策略向量更新。然而，

该方法是在参数空间中进行梯度更新操作的。在策

略参数空间中使用传统的随机梯度法，每次更新会

使策略参数有较小的变化。然而，策略参数的变化

不同于策略的变化。在一定条件下，策略参数较小

的变化可能会导致策略产生极大的改变，此时，学

习后的策略可能会变得很差。在强化学习中策略是

一种概率分布。2 个分布之间概率属性距离可以通

过 Kullback-Leibler 距 离 来 表 示 。 在 按 照

Kullback-Leibler 距离度量下使用梯度方法决定的

梯度被称为自然梯度。自然梯度和随机梯度相比有

更快的收敛速度和更加稳定的性能。Kullback- 

Leibler 距离度量下的梯度与普通欧式空间下梯度

的关系如式(22)所示。 

 ( ) ( ) ( )
～

1
J J

-=ψ G ψ ψ∇ ∇  (22) 

其中，G表示为 Fisher信息矩阵。 

在策略更新中的 Fisher信息矩阵的表示方法为 

( ) ( ) ( )T

,
E ln , , ln , ,

x X u U

h x u h x u
∈ ∈

┌ ┐= └ ┘ψ
G ψ ψ ψψ∇ ∇  (23) 

然而，直接求解 ( )G ψ 需要大量的计算，并且

在大部分的强化学习问题中，环境信息几乎无法事

先获得，难以直接求解 ( )G ψ 。这些原因导致准确

的 Fisher信息矩阵很难直接获得。由于本算法是在

线学习算法，因此可以将在线获得的数据直接运用

在 Fisher信息矩阵的更新中，这样可以大幅减少计

算量。增量方法的 Fisher信息矩阵的更新式为 

( ) ( ) ( )T

1
1 ln , , ln , ,

t t t t t t t t
h x u h x u+ = - +G G ψ ψζ ζ ψ ψ∇ ∇  

  (24) 

其中， ζ 表示 Fisher 信息矩阵更新步长，满足

0 1ζ≤ ≤ 。 

为了提高策略参数的更新效率，可以类似于状

态资格迹的方法，将策略资格迹
u
e 运用在策略参数

的更新中。策略资格迹可以将在线学习中实际经历

过的动作作为知识，并用于策略参数更新中。策略

资格迹的更新方法为 

 ( )ln , ,
u u u
e e h x u= + ψγλ ψ∇  (25) 

其中，
u
λ 表示策略迹衰减参数， 0 1

u
λ＜ ＜ 。 

以上方法均是用单策略参数来表示策略时的

策略更新方法。在 3.2 节提出的最优动作表示方法

下，策略参数为 2个。可以将动作加权方法中的策

略权值分别用在策略向量组的更新中。使 2个策略

向量分别在不同的方向上进行更新。最终策略参数

的更新方法为 

 

1

1 1 1 _1

1

2 2 2 _ 2

u

u

βδ
βδ

-

-

╭ = +│
{ = +│╰

ψ ψ G e

ψ ψ G e
 (26) 

策略资格迹组的更新方法为 
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( ) ( )
( ) ( )

1

2

_1 _1 1

_ 2 _ 2 2

ln , ,

ln , ,

u u

u u

w x h x u

w x h x u

╭ = +│
{ = +│╰

ψ

ψ

e e ψ

e e ψ

γλ
γλ

∇

∇
 (27) 

3.4  算法描述 

完整的增量式双自然策略梯度的行动者评论

家算法如算法 1所示。 

算法 1  增量式双自然策略梯度的行动者评论

家算法 

1) 初始化  值函数参数向量θ，策略参数向量

1
ψ 、

2
ψ ，资格迹向量组

x
e 、 _1u

e 、 _ 2u
e ，Fisher信

息矩阵
1

G 、
2

G ； 

2) Repeat  (对于每个情节) 

3)
0

x x← ,
0
x 为初始状态； 

4) 向量
x
e 、 _1u

e 、 _ 2u
e 清零，矩阵

1
G 、

2
G 清零； 

5) Repeat  (对于每个时间步) 

6)
1

w ： ( )1

1 1
w x

-=ψ φ ； 

7)
2

w ： ( )1

2 2
w x

-=ψ φ ； 

8) ( ) min 1 max 2

1 2

( ) ( )

( ) ( )

u w x u w x

x

w x w x

μ +
=

+
； 

9) 根据最优动作 ( )xμ 得到策略 h； 

10) 根据策略 h得到状态 x下选择的动作u； 

11) 在状态x执行动作u，得到奖赏r和状态 ＇x ； 

12) ( )
x x x

xγλ= +e e φ ； 

13) ( ) ( )1 1

＇r x xδ γ - -= + -θ θφ φ ； 

14) 
x

αδ= +θ θ e ； 

15) 更新 Fisher信息矩阵组 

( ) ( ) ( )
1 1

T

1 1
1 lb , , ln , ,h x u h x u= - +

ψ ψ
G G ψ ψζ ζ∇ ∇  

( ) ( ) ( )
2 2

T

2 2
1 lb , , ln , ,h x u h x u= - +

ψ ψ
G G ψ ψζ ζ∇ ∇  

16) 更新策略资格迹分量
u
e  

 

( )

( )

1

2

1

_1 _1

1 2

2

_ 2 _ 2

1 2

( )
ln , ,

( ) ( )

( )
ln , ,

( ) ( )

u u u

u u u

w x
h x u

w x w x

w x
h x u

w x w x

= +
+

= +
+

ψ

ψ

e e ψ

e e ψ

γλ

γλ

∇

∇
 

17) 更新策略参数向量分量ψ  

 1

1 1 1 _1u
βδ -= +ψ ψ G e  

 1

2 2 2 _ 2u
βδ -= +ψ ψ G e  

18) x x′= ； 

19) Until  x为终止状态 

20) Until  到达最大情节数 

连续动作空间中，高斯分布是连续空间中的一

种常用动作探索方法。该方法将最优动作值作为均

值，将探索的宽度值作为标准差。使用高斯分布时

状态 x执行动作u的概率为 

 ( ) ( )( )2
2

2

1
, exp

22

u x
h x u

μ
σσ

╭ ╮-
│ │= -
│ │π ╰ ╯

 (28) 

其中，σ 表示标准差。 

根据式(28)可得，用高斯分布表示策略时，最

优动作周围的动作有较大概率被选到，并且远离最

优动作的动作依然有较低的概率被选择，满足探索

的要求。策略的探索幅度受到标准差σ 的影响。当
最优动作 ( )xμ 使用普通线性方法进行表示时，即

( ) ( )1
x xμ -=ψ φ 时， ( )ln , ,h x u

ψ
ψ∇ 的计算方法如下

所示。 

 ( ) ( )( ) ( )
2

1
ln , ,h x u u x x= -

ψ
ψ μ

σ
φ∇  (29) 

使用动作加权法求最优动作 ( )xμ 时，可以得到

( ) ( )
1 2

ln , , ln , ,h x u h x u=
ψ ψ

ψ ψ∇ ∇ 。此时，在每一轮迭

代中求得的 2个 Fisher信息矩阵 1

1

-
G 、 2

1

-
G 均相同，

则可以将 2个矩阵合并为一个矩阵进行更新，从而

减少了计算量、存储量和运算时间。 

4  实验结果分析 

为了说明 IDNPG-AC算法的实验效果，本文将

IDNPG-AC 算法与 CACLA 算法、INAC 算法和

INAC-S 算法进行对比。实验环境分别为 Pole Ba-

lancing
[19]
、Mountain Car

[20]
和 Puddle World

[21]
。 

4.1  Pole Balancing 实验 

Pole Balancing示意如图 2所示。在水平轨道上

放置一辆质量为
c

M =1 kg的小车。在小车上固定一

根质量为
p

m =0.1 kg，长度为 l =1 m的杆子。杆子和

竖直方向的角度为ω，实验目的是使ω的范围为

,
8 8

π π┌ ┐-│ │
└ ┘

。为了保持杆子平衡，每 tΔ =0.1 s 都需要

对小车施加水平方向作用力 F ，作用力 F 的范围

为 [ 50 N,50 N]- （右方向为正方向）。施加作用力

F 的同时，水平方向还会受到大小为 [ 10N,10N]-

的噪声扰动（右方向为正方向）。该问题的状态由

ω和ω▪ 表示。ω表示杆子与竖直方向的夹角，ω▪ 表
示杆子的角速度。杆子的角加速度ω▪▪计算如式(30)

所示。 
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2
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2

p
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sin
gsin cos
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3

F ml

m M

m
l

m M

╭ ╮- -+ │ ││ │+╰ ╯=
╭ ╮
-│ ││ │+╰ ╯

▪

▪▪

ω ωω ω
ω

ω
 (30) 

其中，g表示重力加速度，为 9.811 2
m/s 。 

 

图 2  Pole Balancing示意 

杆子角速度计算式为 tω ω ω= + Δ▪ ▪ ▪▪ ，角度计算式

为 tω ω ω= + Δ▪ 。奖赏值设置恒为 1。初始状态为

ω =0，ω▪  =0。当该状态执行动作后状态的角度大

于
8

π
或执行步数到达 3 000步时，该情节结束。实

验的目的是保持杆子能在 3 000步中能与竖直方向

夹角小于
8

π
。 

在实验中均使用高斯径向基函数作为逼近函

数，在状态空间ω 分量上的中心点取值为-0.6、

-0.4、-0.2、0、0.2、0.4、0.6，该分量上宽度为 0.2。

在ω▪ 分量上中心点取值为-2、0、2，该分量上宽度

为 2。以求得的最优动作作为均值，以固定值为方

差的高斯分布来表示策略。折扣因子 γ 为 0.9。在

值函数更新中，步长参数为 0.9α = ，策略更新中

步长参数为 0.2β = 。在 IDNPG-AC算法中值函数

资格迹为 0.9，策略资格迹为 0.1，策略选择中方

差取值为 0.3，动作值上界取值为 50，动作值下

界取值为-50。CACLA 中方差取值为 2.5。INAC

和 INAC-S的方差取值为 2。 

表 1中首次成功表示第一次情节步数到达

3 000步时的情节数。成功率表示步数到达 3 000

步的情节数与总情节数的比值。首次成功的情节数

越小，说明收敛速度越快，成功率越高，平均步数

越多，说明实验效果越稳定。图 3中横坐标表示执

行的情节数，纵坐标表示该情节数下小车直到情节

完成时的总步数。在某个情节中，时间步数越多，

说明小车能够平衡的时间越长，即该算法的效果越

好。图 3和表 1中的所有数据均为 5次实验的平均

结果。Pole Balancing实验中通常将杆子和竖直方

向的角度设置为 [ , ]
4 4

π π- 。当设置为 [ , ]
8 8

π π- 时，会

使杆子更难以达到实验条件。而从图 3 中可以看

出，由于杆子环境设置使杆子平衡更困难，所有算

法均需要 200个以上情节才能保持杆子基本平衡。

从收敛结果来看，除了 CACLA算法外，其他算法

经过一定数量的情节数后均能使杆子保持平衡。

CACLA算法在如此苛刻的条件下已经很难获得稳

定的效果。INAC-S和 INAC算法虽然能最终能够

达到最优效果，但是可以发现 2个算法的图上均有

很明显的“平台”，即在较长的情节数中出现平均

情节步数没有太大变化的情况。这是由于这 2个算

法在 5 次实验中达到收敛时所需情节数的差别很

大。因为图 3中的情节步数为 5次实验步数的平均

值，所以当某个情节下部分实验已经达到最优（即

情节步数为 3 000），而其他几次实验中实验效果依

然不理想的情况下，对多次实验的步数直接求平

均，就会出现“平台”的情况。“平台”现象说明

这 2 种算法虽然最终能够得到最优解，但是算法

受样本的影响较大，由于探索等原因偶尔选择到

较差样本时，收敛所需要的情节数会大大增多，

总体收敛效果不稳定。IDNPG-AC 算法中就几乎

看不到“平台”的情况，这说明该算法收敛效果

很稳定，不会由于偶尔较差的样本导致收敛情节

数的突变，这与使用了动作加权方法有关。并且

从图 3 和表 1 中可以很明显看出，IDNPG-AC 算

法在收敛速度上和收敛后的稳定性方面均远好于

其他算法，说明在 Pole Balancing 实验中，

IDNPG-AC算法性能是高效的。 

表 1  Pole Balancing实验 4种算法的收敛效果比较 

算法名称 首次成功 成功率 平均步数 

IDNPG-AC 245.4 85.33% 2 601.5 

CACLA 809.8 12.38% 444.5 

INAC 643.0 63.68% 1 939.5 

INAC-S 510.2 70.10% 2 129.7 

 

 

图 3  Pole Balancing实验中不同算法实验效果比较 
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4.2  Mountain Car实验 

Mountain Car实验环境如图 4所示。一辆小车

行驶在山路上。由于动力不足无法直接开到终点，

小车只能通过先爬到相反方向的斜坡上，然后加足

油门，才能够通过惯性到达终点。实验目标是小车

能在尽可能少的时间步中到达终点。Mountain Car

的物理模型如图 4所示。 

 

图 4  Mountain Car的物理模型 

[ ]
( )

1 1

1
0.001 0.0025cos 3

t t t

t t t t

p bound p p

p bound p A p

+ +

+

╭ = +│
{

┌ ┐= + -│ └ ┘╰

▪

▪ ▪  
(31) 

其中，
t
p 表示第 t次迭代时小车的水平位置，

t
p▪ 表

示第 t次迭代时小车的速度。
t

A表示第 t次迭代时

小车的加速度，即 agent 选择的动作。在连续动作

空间中，动作
t

A的选择范围为 [ ]1,1- 。 bound 操作

会 强 制 控 制 p 和 p▪ 满 足 1.2 0.5p- ≤ ≤ ，

0.07 0.07p- ▪≤ ≤ 。当小车到达最左边界时，其速

度强制定义为 0。小车到达最右边界时，定义小车

到达最终目标。情节的起点是 0.5p = - 、 0p =▪ 。 

在实验中每个情节的最大步数为 3 000，均使

用高斯径向基函数作为值函数逼近函数和策略逼

近函数。将状态空间的 p分量平均分为 15份，将 p▪

分量平均分为 10 份作为基函数的中心点坐标。折

扣因子 γ 设置为 0.95。值函数更新中步长参数

0.9α = ，策略更新中步长参数 0.2β = 。使用以最

优动作值为均值，固定值为方差的高斯正态分布表

示策略。IDNPG-AC 算法中方差为 0.3，状态资格

迹
x
λ 为 0.9，策略资格迹

u
λ 为 0.2，动作值上界取 1，

动作值下界取-1。CACLA中方差取值为 4。INAC

和 INAC-S中方差取值为 1。INAC算法中策略资格

迹
u
λ 取 0.2。图 5中的总步数均为对应情节数下 10

次实验的平均步数。 

Mountain Car在大多数状态下的最优动作值为

-1 和 1，并且经常出现动作突变的情况，即存在 2

个状态的欧氏距离很近，然而动作选择差别较大情

况。所以在相同函数逼近器下能否更好更快地学习

到动作边界值即为各个算法在该实验中性能好坏

的关键。图 5中横坐标表示情节数，纵坐标表示在

该情节下小车从起点到达终点所需要的总步数。当

步数越少时，表示小车到达终点越快，也说明该算

法的效果越好。从图 5中可以看出，IDNPG-AC从

收敛速度和收敛稳定性上均好于其他算法，经过多

次实验，达到收敛时绝大多数都能保持在时间步在

110左右，并且在 20个情节下就能找到较好的策略，

可以很快的达终点。在 Pole Balancing实验中实验

效果并不理想的 CACLA算法，在Mountain Car实

验中却有较好的表现。由于 CACLA算法在一些时

间步中放弃了对策略参数更新，导致了总体收敛速

度较慢，但是达到收敛时的小车到达终点的步数较

小，依然能够达到实验要求。INAC算法和 INAC-S

算法的性能相似，虽然能够很快达到收敛，但是收

敛后步数的振动幅度较大。从实验数据中发现，

INAC 算法和 INAC-S 算法达到收敛时情节步数最

少约为 110，最多约为 300，10 次实验的平均总步

数的震动幅度较大，这说明了 INAC算法和 INAC-S

算法对边界动作值的学习都不太理想。 

 

图 5  Mountain Car实验中不同算法实验效果比较 

图 6为 IDNPG-AC算法在Mountain Car实验中

不同情节数下使用 IDNPG-AC 算法求得的最优动

作的分布。图 6中横坐标表示小车所在的水平位置，

纵坐标表示小车的速度。对于某一状态，颜色越深

代表动作值越接近-1，即说明此时策略中小车向

左的加速度越大。颜色越接近白色，代表加速度越

接近 1，即说明此时策略中小车向右的加速度越大。

为了更加准确地计算出小车行驶的策略，实验环

境中每个情节的起始状态定义为满足实验条件

的任意状态。使用更改后的起始状态可以使较

差状态有更多的可能性被访问到，但是同时会

使一个情节下的平均步数减少，学习的信息量

减少。  
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从图 6中情节数为 50的策略分布图可以看出，

当情节数较少时就已经能够学会较为优秀的策略，

即绝大多数状态下，动作值设为 1，即最右加速度

最大，在水平位置-0.5左右，小车在某些速度下选

择动作值为-1，即小车在最低点附近，速度在一定

条件下，小车选择向左加速度最大。本问题中动作

空间为连续空间，然而从图 6中可看出小车在绝大

多数状态中动作值均选择-1或 1，并且学习速度很

快，这说明 IDNPG-AC算法在最优动作多为临界值

的环境下能获得较快的收敛速度和较好的实验效

果。经过情节数的增加，小车的动作取值也越来越

精准。当水平位置在-0.5 左右处的动作值选择也

越来越接近-1，这说明小车基本学习到的策略为：

当小车在最低点处周围时，加速度多选择为-1，

其余加速度多选择为 1。 

在Mountain Car实验中使用 IDNPG-AC算法在

1 000情节数下部分状态的动作选择如表 2所示。

表 2中每一行中小车的位置相同，每一列中小车的

速度相同，格子中的数值表示小车在该位置和速度

下选择的加速度大小。从表 2可以看出，小车速度

-0.042时动作值多选择-1，即小车在最低点位置周

围多选择向左最大加速度。其余位置下多选择向右

最大加速度。结合表 2和图 6可以看出，当小车速

度较大且水平位置大于-0.2时，IDNPG-AC算法学

到的动作值为 0.5 左右。这是由于当小车速度足够

大且小车在上坡的路径中时，加速度对小车的速度

和小车到终点总时间的影响较小，在较小的加速度

下就能保证小车能够平稳的到达终点。 

4.3  Puddle World 实验 

Puddle World实验的状态空间为边长为 1的正

方形，如图 7所示。在正方形的状态空间中存在一

部分 Puddle作为障碍物，阻挡 agent的前进。本次

实验中 Puddle定义为 2条线段，2条线段的顶点位

置分 别为 (0.1,0.75)， (0.45,0.75)和 (0.45,0.4)，

图 6  Mountain Car实验中不同情节数下 IDNPG-AC算法的策略分布 
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(0.45,0.8)。如果执行动作后到达的状态离 Puddle

的最短距离 d 小于 0.1，则奖赏值 r 定义为

1 400(0.1 )d- - - ，其余情况下奖赏值 r均为-1。由

于 agent到达 Puddle时会带来极大的负奖赏，于是

agent 必须试图绕过 Puddle 到达最终目标。实验的

目标是以最大化奖赏为目标的情况下使 agent 能够

较快地到达目的地。在每个状态下，agent都可以向

任意方向进行移动，每次移动的距离固定为 0.05。

每次移动的过程中在 x轴和 y轴方向都会受到噪声

的影响，噪声的大小满足均值为 0，标准差为 0.01

的正态分布。如果某次移动后的状态超过边界，则

该状态停留在边界上。本实验中起点定义为 (0,0)，

终点为 ( , )x y 满足 1.9x y+ ＞ 。 

 

图 7  Puddle World示意 

对于 Puddle World实验，4种算法均使用高斯径

向基线性函数进行线性逼近。基函数中心点定义为

(0.1 ,0.1 )x y ，其中， {0,1, ,10}x∈ … ， {0,1, ,10}y∈ … ，

总共 121个中心点。中心点宽度取值为 0.05，折扣

率 0.95γ = ，状态更新步长 0.1α = 。情节最大步数

定义为 1 000。在 Puddle Word实验中通常使用每个

情节的累计奖赏来衡量策略的好坏。回报值越大，

说明该策略越好。在该实验中动作空间并不是有限

空间，在 IDNPG-AC 算法中，将动作下界定义为

-π，动作上界定义为 π。不同算法实验效果对比
结果如图 8 所示。图 8 中的平均回报值为 20 次实

验的平均值。 

 

图 8  Puddle World实验中不同算法性能对比 

Puddle World的实验环境较为简单，所有算法

在 15个情节之前就能使平均回报大于-150且平均

回报能基本保持稳定。Puddle World 实验与上述 2

个实验不同。Puddle World每一时间步的奖赏值是

可变的。从图 8中可以看出，IDNPG-AC算法在可

变奖赏值的环境下依然有较好的实验效果，在第 4

个情节时就能使平均回报值大于-100，在 20 次实

验中均能找到近似最优解。而且在实验前期，即情

节数较少的时候，IDNPG-AC算法的平均回报值远

远大于其他算法的平均回报值，这表明在 Puddle 

World实验中 IDNPG-AC算法的收敛速度远快于其

他算法。虽然 IDNPG-AC算法在收敛后存在一些波

表 2 IDNPG-AC算法下Mountain Car实验部分状态的最优动作表示 

小车水平位置 
小车速度为-0.07时

的加速度 

小车速度为-0.042时

的加速度 

小车速度为-0.014时

的加速度 

小车速度为 0.014时

的加速度 

小车速度为 0.042时的

加速度 

-1.20 1 1 1 1 1 

-1.03 -1 1 1 1 1 

-0.86 1 -1 -1 1 1 

-0.69 1 -1 1 1 1 

-0.52 1 -1 -1 1 1 

-0.35 1 -1 -1 1 1 

-0.18 1 -1 -1 1 1 

-0.01 1 -1 -1 1 1 

0.16 1 -1 -1 -1 1 

0.33 1 1 1 1 0.56 
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动，但是总体来说比较稳定，并且当所有算法的平

均回报达到稳定时，IDNPG-AC 算法的平均回报

值也比其他算法的平均回报值大 10 左右，说明

IDNPG-AC算法在 Puddle World环境中收敛速度

快，平均回报值大，可以求得比其他算法更好的

策略。 

图 9是Puddle World实验中在较少中心点时的算

法性能。图 8和图 9除了中心点的位置和数量不同，

其余参数均相同。图 9 中基函数中心点满足定义

(0.2 ,0.2 )x y ，其中， {0,1, ,5}x∈ … ， {0,1, ,5}y∈ … ，

总共 36 个中心点。在新的实验中，中心点大幅减

少，使要学习的参数的分量个数大幅减少，数据存

储量和数据计算量同时大幅降低，但这会使函数逼

近器难以对复杂环境进行泛化，逼近效果会受到一

定的影响。 

 

图 9  Puddle World实验在较少中心点时不同算法性能对比 

结合图 8和图 9可以看出 INAC-S算法在不同

中心点的实验中性能差距不明显。而 INAC算法和

CACLA算法在新实验初期的平均回报远小于原实

验的平均回报值，这与中心点个数大幅度减少有

关，这说明 INAC算法和 CACLA算法本身受到基

函数的影响较大。当基函数本身的定义较差时，算

法性能可能会大幅降低。而在情节数较多时，INAC

算法和 CACLA 算法在新实验的平均回报值略高

于原先实验，这可能与在情节数较少时 INAC算法

和 CACLA算法学习的信息量较多有关，同时也和

具体实验环境和中心点的数量和位置有一定关系。

IDNPG-AC 算法中新实验的平均回报值略大于旧

实验，这可以说明 IDNPG-AC 算法受到函数逼近

器本身的影响并不大，在不同的基函数下

IDNPG-AC算法均能有着较好的实验效果。并且从

图 9可以看出，IDNPG-AC算法的收敛速度和收敛

稳定性均好于其他算法，IDNPG-AC算法的平均回

报值也高于其他算法。从以上几点可以说明

IDNPG-AC 算法在不同基函数环境下都会能保持

着较好的实验效果。 

5  结束语 

为了解决连续动作空间下求解最优策略效率

较低的问题，提出了增量式双自然策略梯度的行动

者评论家算法。该算法以行动者评论家方法作为框

架，在策略空间中以最大化值函数为目标，使用增

量自然梯度方法更新策略参数。并且使用了动作资

格迹，将轨迹中经历过的动作选择作为学习信息运

用在当前策略参数的更新中，加快了收敛速度。使

用动作加权的方法表示当前策略下的最优动作，提

高算法前期的收敛速度和算法收敛时的稳定性。将

该算法与 CACLA算法、INAC算法和 INAC-S算

法在 3 个经典的连续空间的强化学习问题进行比

较。从比较结果可以看出，IDNPG-AC 算法收敛

速度快，收敛稳定性好，在一些较差的样本时不

会导致性能发生较大变化，能够较好地满足实验

要求。 

本文主要解决的是在线算法下的连续动作空

间问题，即可以通过实时交互获得的数据进行学习

的。在离线状态下获得大量的状态、动作、奖赏值、

下一个状态组成的四元组时，如果继续使用在线方

法学习，会在优化参数的计算中耗费大量的时间，

导致整体学习效率低下。并且大多数在线学习算法

着重对当前获得的数据进行学习，而对离线获得的

数据进行学习则不适合使用该方法。如何在连续空

间中快速、高效地对现有的大量的数据进行批量处

理，在较短的时间内获得较为准确的值函数和策

略，是值得继续研究的课题。 
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